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1. 서론 - 연구 동기

• 연구 동기

• 심층 신경망을 활용한 영역 분할 모델은 다양한 영상 분석 영역에서 큰 성과를 보이고 있음

• 영역 분할을 위한 모델은 대부분 인코더-디코더 구조를 가지고 있음

• 의료 영상 분야에서 기존 연구들은 성능 향상을 위하여 모델의 복잡도를 증가 시키는 방향으로 새로

운 신경망 구조를 제안 (Jha et al., 2020) 

• 연구 목적

• 인코더-디코더 구조를 갖는 영역분할 모델은 인코더의 입력으로 들어간 이미지가 벡터 공간에 임베

딩이 된 후 이를 바탕으로 디코더가 원본 이미지의 크기로 복원을 하는 방식으로 작동함

• 이때 다른 클래스에 해당되는 임베딩 벡터들이 벡터 공간에서 서로 멀리 위치하고, 같은 클래스에

속하는 임베딩 벡터들은 가까이 위치될 것이라는 보장이 없음

• 따라서 위와 같은 성질을 가지도록 임베딩을 한다면 모델의 성능 향상에 도움이 될 수 있을 것임



1. 서론 - 기존의 영역분할 모델들

특별한 block을 설계

(Zhang et al., 2017)

(Gu et al., 2019)

모델의 복잡도를 증가

(Jha et al., 2020)

(Li et al., 2018)

정보전달 방법을 개선

(Zhou et al., 2018)

(Huang et al., 2020)

기존 연구들은 인코더의 임베딩 성질에 대해서 다루고 있지 않음

• Residual block을 제안

• DAC block을 제안

• 2D U-Net과 3D U-Net을 같이 사용

• U-Net에서 나온 결과를 다른
U-Net에 넣어서 최종 성능 향상

• U-Net의 skip-connection에
CNN을 적용

• 모든 인코더의 정보들을
모든 디코더에 전달



본 연구에서는 대조적 손실 함수를 활용하여 인코더가 위의 성질들을 가질 수 있도록 함

벡터공간

인코더

1. 서론 - 연구 목적

이상적인 임베딩

• 인코더에 의한 임베딩이 가져야 할 바람직한 성질들

• 같은 클래스에 해당되는 임베딩 벡터들 간의 거리는 가까워야 함

• 반대로, 서로 다른 클래스에 해당되는 임베딩 벡터들 간의 거리는 멀어야 함



2. 연구 방법 – 대조적 손실 함수

• 대조적 손실 함수

• 대조적 손실 함수는 임베딩 된 벡터들의 거리를 같은 정답과

는 가깝게, 다른 정답과는 멀게 해 주는 방법 (Hadsell et al., 2006)

• Positive 데이터와 negative 데이터를 혼합하여 배치 구성
(Hoffer and Ailon, 2018)

• Positive 데이터 쌍의 유사도를 활용하여 softmax 적용
(Chen et al., 2020)

https://towardsdatascience.com/contrastive-loss-explaned-159f2d4a87ec
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(Chen et al., 2020)



2. 연구 방법 – 대조적 손실함수

임베딩된 특징 벡터에 대조적 손실함수를 적용

Resize

Segmentation loss

Feature-wise contrastive loss

• 영역 분할 문제의 경우 픽셀 단위로 정답이 존재함

• 인코더의 특징 벡터 크기로 정답데이터를 resize한 후 대조적 손실함수를 적용



3. 제안 방법 - 특징 벡터 단위 대조적 손실 함수

ℓ345 𝑧6, 𝑧7 86, 𝑧8 = −
1

𝑧7 86
log

∑9!∈ 9" #$
exp sim 𝑧6, 𝑧; /𝜏

∑9%∈ 9" #$∪ 9# exp sim 𝑧6, 𝑧= /𝜏

𝑧! 는 positive 영역의 특징 벡터들의 집합
𝑧" 는 negative 영역의 특징 벡터들의 집합
𝑧# 는 positive 영역에서 임의로 선택된 특징 벡터
sim 𝑧#, 𝑧$ 은 두 벡터의 코사인 유사도
𝜏 는 temperature

• Positive 영역에 속한 특징 벡터들은 서로 거리가 가까워 지도록

negative 영역에 속한 특징 벡터들과는 서로 거리가 멀어 지도록 학습



3. 제안 방법 - 최종 손실 함수
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ℓ345 𝑧6, 𝑧7 86, 𝑧8

𝑥#는 영역분할 모델의 출력
𝑦#는 정답 이미지
𝐷는 전체 데이터 셋
ℓ%&'는 영역분할 모델의 손실함수 e.g) CE, DICE

• 배치사이즈가 커질수록 𝑧! 의 크기 또한 커지게 되고 이에 따라 계산량이 증가하게 됨

• 따라서 이중에서 랜덤하게 𝑚개의 샘플을 지정하여 계산



4. 실험 세팅

• CT 이미지에서 폐 영역 분할

• Kaggle Finding and Measuring Lung in CT Data

• 이미지 개수

• 267장중 라벨이 잘못된 4장을 제거한 263장

• 크기 : 512 × 512

• HU = [-1000, 400]

• CT 이미지에서 간 영역 분할

• The Liver Tumor Segmentation Challenge (LiTS2017) 

• 이미지 개수

• 총 58,638장(131명) 중 간이 포함된 이미지 19,263장

• Train / Test 를 7:3 비율로 나누어서 사용 (103명 / 28명) 

• 크기 : 330 × 330

• HU = [-200, 200]



4. 실험 세팅

• 실험 환경

• Network

• U-Net (Ronneberger et al., 2015)

• Uet ++ (Zhou et al., 2018)

• Optimizer

• SGD(Stochastic Gradient Descent)

• Momentum = 0.9

• LR = 0.01, Decay = [75, 100], Gamma = 0.1

• Weight decay = 0.0001

• 배치 크기 : 20, 총 120 epoch

U-Net (Ronneberger et al., 2015)

U-Net++ (Zhou et al., 2018)



4. 실험 세팅 - 평가 지표

• Jaccard Similarity Coefficient (JSC)

𝐽𝑎𝑐𝑐𝑎𝑟𝑑 𝑆(, 𝑆) =
𝑆(⋂𝑆)
𝑆(⋃𝑆)

=
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• Dice Similarity Coefficient (DSC)
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𝑑 𝑆(! , 𝑆) = 𝑚𝑖𝑛$ 𝑠)$ − 𝑠(#
𝑆! : segmented boundary

𝑆": ground-truth boundary

• Average Contour Distance (ACD)
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• Average Surface Distance (ASD) 
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𝑏𝑙𝑢𝑒(예측)⋃ 𝑟𝑒𝑑(정답)



5. 결과 – Hyperparameter Selection 𝛼

모델 𝛼 JSC(↑) DSC(↑) ACD(↓) ASD(↓) Precision Sensitivity Specificity

UNET

0.1 0.977 0.988 0.351 0.314 0.989 0.989 0.996

0.5 0.975 0.987 0.376 0.336 0.988 0.986 0.996

1.0 0.974 0.986 0.459 0.399 0.988 0.985 0.996

10.0 0.975 0.987 0.376 0.336 0.990 0.986 0.997

UNET
++

0.1 0.980 0.990 0.317 0.290 0.991 0.990 0.997

0.5 0.979 0.989 0.316 0.289 0.990 0.989 0.997

1.0 0.978 0.989 0.343 0.302 0.989 0.990 0.996

10.0 0.978 0.989 0.359 0.319 0.989 0.989 0.997

Validation 성능을 기준으로 𝛼 를 0.1로 선정

• Lung segmentation in CT : Kaggle data 결과



5. 결과 - Lung segmentation in CT : Kaggle datasets

JSC(↑) DSC(↑) ACD(↓) ASD(↓) Precision Sensitivity Specificity

U-NET
Base 0.970 0.980 0.463 0.311 0.990 0.989 0.997

Ours 0.980 0.990 0.440 0.298 0.991 0.989 0.997

UNET
++

Base 0.980 0.989 0.455 0.314 0.990 0.989 0.997

Ours 0.982 0.991 0.391 0.273 0.992 0.990 0.997

• 대부분의 성능 지표에서 향상을 보임

• 특히 거리 기반 지표에서 큰 폭의 성능 향상을 보임

• 비교 모델에서 예측에 어려움이 있는 경계 부분을 더 정밀하게 예측하는 것을 확인



5. 시각화 결과 - Lung segmentation in CT : Kaggle datasets

Original GT U-NET U-NET Contrastive

Original GT U-NET U-NET Contrastive



5. 결과 - Liver segmentation in CT : LiTS2017 datasets

JSC(↑) DSC(↑) ACD(↓) ASD(↓) Precision Sensitivity Specificity

U-NET
Base 0.850 0.912 0.697 0.533 0.910 0.926 0.991

Ours 0.867 0.923 0.499 0.365 0.940 0.957 0.995

UNET
++

Base 0.860 0.919 0.647 0.541 0.920 0.930 0.992

Ours 0.877 0.924 0.460 0.321 0.930 0.943 0.995

• 모든 성능 지표에서 향상된 성능을 보이고, 폐 영역 분할 결과와 마찬가지로 거리 기반

성능 지표에서 좋은 성능을 보임



5. 시각화 결과 - Liver segmentation in CT : LiTS2017 datasets

Original GT U-Net U-NET Contrastive

Original GT U-Net U-NET Contrastive



6. 결론

• 기존 모델과 제안하는 방법을 다양한 공개 데이터 셋으로 비교실험 한 결과 대조적 손실

함수의 적용이 유의미한 성능 향상을 가져옴을 확인

• 특히 거리 기반 성능 지표의 두드러진 향상을 통해 이상적인 임베딩이 실제로 영역 분할

모델의 성능 향상에 도움이 되는 것을 확인

• 같은 클래스에 해당하는 벡터들 간 거리는 가깝게 임베딩 되고, 다른 클래스에 해당하는 벡터들

간 거리는 멀게 임베딩 되도록 함



6. 한계점 및 추후연구

Original GT U-NET U-NET Contrastive

Original GT U-NET U-NET Contrastive



6. 한계점 및 추후연구

• 한계점

• 정답 영역이 극히 작은 경우 학습과정에서 대조적 손실 함수가 올바르게 적용 되지 않을 수 있음

• 추후 연구

• 정답 영역이 작은 경우에 대한 대조적 손실 함수의 활용 방안

• 임베딩의 바람직한 성질들을 가지도록 학습 된 인코더가 도메인 변화에 강건한지 검증
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